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Resumen. En este articulo se muestra un analisis comparativo de dos
politicas de seleccién: Upper Confidence Bound (UCB) y Upper Con-
fidence Bound Tuned (UCB-Tuned), para el método Monte Carlo Tree
Search (MCTS), en el contexto de General Game Playing (GGP). Este
analisis tiene como objetivo determinar cual de las politicas tiene el mejor
rendimiento, en términos de victorias. Para el comparativo se desarrolla-
ron dos agentes basados en estas politicas de seleccién usando el frame-
work GGP-Base. Asi mismo los agentes se limitaron a 100 simulaciones
de juego por cada iteraciéon del método MCTS. El anilisis se realiz6 en
tres etapas, en cada una de las cuales, los agentes compitieron en 1000
juegos de tablero Breakthrough y 1000 de Knightthrough. Los resultados
muestran que el agente con mejor rendimiento en GGP, es el agente
basado en la politica UCB-Tuned, ya que en promedio, resulta ganar el
60,8 % de las veces en Breakthrough y el 78,1 % en Knightthrough.

Palabras clave: jugar juegos en general, problema del bandido multi-
armado, politicas de seleccion.

Upper Confidence Bound or Upper Confidence
Bound Tuned for General Game Playing: An
Empirical Study

Abstract. This paper shows a comparative analysis of two selection
policies: Upper Confidence Bound (UCB) and Upper Confidence Bound
Tuned (UCB-Tuned), for the Monte Carlo Tree Search method (MCTS),
in the context of General Game Playing (GGP). This analysis aims
to determine which of the policies has the best performance, in terms
of victories. For the comparison two agents were developed based on
these selection policies using the GGP-Base framework. The agents were
limited to 100 simulations of game for each iteration of MCTS method.
The analysis has been done on three stages, in each of which the agents
play in 1000 Breakthrough games and 1000 Knightthrough games. The
results show that the agent with the best performance in GGP, is the
agent based on UCB-Tuned police, since in average, it turns out to win
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the 60,8 % of times in Breakthrough and 78,1 % in Knightthrough.

Keywords: general game playing, multi-armed bandit problem, selec-
tion policies.

1. Introduccién

Desde sus inicios la Inteligencia Artificial (IA) ha tenido como uno de sus
retos el desarrollo de agentes inteligentes capaces de jugar juegos de tablero
al mismo nivel (o superior) que el ser humano [4]. El dnimo de desarrollar
agentes jugadores se debe a que éstos presentan caracteristicas propias de la
inteligencia humana como deduccién, razonamiento, resolucién de problemas,
busqueda inteligente, representacion del conocimiento, planificacién, aprendiza-
je, creatividad, percepcién y procesamiento de lenguaje natural, entre otros [20].
En este sentido, la IA ha producido agentes capaces de jugar a nivel de campeones
humanos en juegos especificos como Chinook para Damas [18](juego para el cual
ya existe una estrategia que permite ganar sin importar las jugadas que realice
el contrincante [17]), Deep Blue para el ajedrez [6] y Dark Knight para Bangi o
ajedrez medio chino [13].

El drea de la TA que se ha enfocado en desarrollar agentes inteligentes capaces
de jugar cualquier juego, es el drea de General Game Playing (GGP). En GGP
los agentes deben ser auténomos capaces de desarrollar sus propias estrategias
sin intervencién humana, sin haber jugado el juego con anterioridad y partiendo
unicamente de las reglas que le son suministrados momentos antes de jugar
(generalmente se utiliza Game Description Languaje) [4,11,12,20]. Aunque los
agentes en GGP no pueden compararse en rendimiento y eficiencia a agen-
tes especializados, su utilidad es mayor ya que éstos pueden desempenarse en
diferentes dominios, e incluso las técnicas desarrolladas en GGP pueden ser
usadas en otras areas como gestién de procesos de negocios, comercio electrénico,
operaciones militares, entre otros [11,12].

Un avance importante en el drea de GGP ha sido la implementaciéon del
método Monte Carlo Tree Search (MCTS), idea propuesta por primera vez
en [10] y usada en el agente CadiaPlayer, el cual gané tres veces la competencia
internacional de GGP, definiendo el estado del arte del desarrollo de agentes en
GGP [11]. MCTS es un método que se gufa por simulaciones Monte Carlo [5],
usando los resultados de exploraciones previas para estimar con mejor precision
los valores de los movimientos més prometedores [5,9].

Los algoritmos basados en MCTS hacen uso de un arbol donde cada arista
representa un movimiento posible y cada nodo representa un estado del juego. A
cada nodo se le asocia una serie de estadisticas como el nimero de victorias y el
numero de visitas al nodo. En cada iteracién realiza cuatro pasos [9]: seleccidn,
expansion, simulacién y propagacion hacia atrdas. En el paso de seleccion se
recorre el arbol desde la raiz hasta un nodo que atn tenga nodos hijos por agregar
al arbol, el recorrido es guiado por una politica de seleccién que determina qué

Research in Computing Science 147(8), 2018 302 ISSN 1870-4069



Upper Confidence Bound o Upper Cofidence Bound Tuned para General Game Playing...

nodo debe visitarse en cada nivel. En el paso de expansién un nodo se agrega al
arbol. En el paso de simulacién, se realiza una ejecucion del juego partiendo del
nodo hijo, en esta simulacién el agente realiza los movimientos de los jugadores
siguiendo una politica de simulacién hasta terminar el juego. En el paso de
propagacion hacia atras, el resultado de la simulacién es propagado en todos los
nodos visitados actualizando sus estadisticas.

Cada vez que el algoritmo MCTS realiza el paso de seleccién se enfrenta
con el siguiente dilema: ;qué nodo se debe visitar, aquel que parece ser el
mejor hasta el momento o nodos menos prometedores que quizas resulten ser
mejores en iteraciones posteriores?. Este dilema es conocido como el dilema de
exploracién-explotacion, al cual pertenece el problema denominado Multi-Armed
Bandid Problem (MABP) [15,19,21]. E1 MABP consiste en lo siguiente, dado
un conjunto de K méquinas traga monedas, donde cada una de ellas tiene
cierta probabilidad de dar una recompensa, la pregunta es; en qué méquina
debe jugarse si se desea maximizar la recompensa, ;la que ha dado la mayor
recompensa hasta el momento 6 se debe probar otra méaquina con la esperanza
de que se obtenga una mejor recompensa?. Upper Confidence Bound (UCB),
propuesto en [3], es el algoritmo mds popular para MABP, y se ha usado en
MCTS como politica de seleccién con buenos resultados [10], a esta combinacién
se le conoce como Upper Confidence Bounds Applied to Trees (UCT).

UCB debido a sus resultados en juegos especificos, es la politica mas utilizada
en GGP [7,8], principalmente a que es independiente del dominio, es decir no
requiere de conocer el juego que se aborde sino cémo es el comportamiento
de la distribucién de recompensas del juego. Desde la concepciéon de UCB se
han desarrollado nuevas politicas para MABP como UCB-Tuned [10], UCB-
V, PAC-UCB [2], UCB-Minimal [14], Minimax Optimal Strategy (MOSS) [1],
entre otros [5]. Hasta el momento no se cuenta con informacién que reporte la
aplicacién de estas politicas en GGP, incluso la politica PAC-UCB no se ha
probado en MCTS [5], esto debido quizds a los resultados obtenidos por UCB.
Sin embargo, estas politicas también son independientes del dominio por lo cual
se pueden aplicar a GGP pudiendo presentar mejores resultados que UCB.

Perick et al. [16] hace un comparativo de estas politicas en MCTS con el
juego de Tron donde UCB-Tuned es quien tiene el mejor desempeno. Si estas
politicas se aplican al dominio GGP, y debido a la variedad de juegos que éstos
abordan, es posible que el resultado obtenido por Perick et al. varie.

En este articulo se muestra un estudio comparativo del rendimiento de las
politicas UCB y UCB-Tuned en GGP usando los juegos Breakthrough y Knightth-
rough. La idea de este comparativo es analizar el comportamiento de cada una
de estas politicas y su rendimiento en el contexto de GGP.

2. Monte Carlo Tree Search
El método Monte Carlo Tree Search hace uso de un arbol de juego, en el
cual cada nodo representa un estado del juego y cada nodo un movimiento, en la

Figura 1, se puede observar una parte del arbol del juego para el juego del gato.
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Los nodos adicionalmente de representar los estados del juego, llevan registro
del ntimero de victorias y de visitas de sus nodos hijos.

o|xr|xT o xT o| |T
T x|\x xT|\x
olo|T o|o|x o|o|T

a. Arbol de Juego b. Un estado del juego del Ga-
to y sus posibles movimientos

Fig. 1. Arbol del juego para el juego del Gato.

El método Monte Carlo Tree Search requiere de un arbol de juego y consta
de cuatro pasos [5]:

Seleccion En este paso el método recorre el arbol de juego hasta un nodo hoja,
en cada nivel el método debe decidir que nodo debe de expandirse, esta
decisién es guiada por una politica de seleccién que se basada en el ntimero
de victorias y de visitas de los nodos. En un inicio se usaba la tasa entre
el nimero de victorias y las visitas, sin embargo popularmente se usa UCB
debido a sus buenos resultados.

Expansion Una vez seleccionado el nodo hoja, este se expande por medio de
los movimientos posibles del juego en el estado representando por el nodo
hoja.

Simulacién Partiendo del estado del juego del nodo hoja seleccionado, el méto-
do realiza los movimientos de los dos jugadores de manera aleatoria hasta
lograr un resultado: victoria o derrota. Una desventaja de usar movimientos
aleatorios radica en que el método no refleja a un jugador inteligente, por
ejemplo en la Figura 1b el método podria elegir los movimientos de la
izquierda o el de en medio, sin embargo, un jugador inteligente elegiria el
movimiento de la derecha. Cazenave [7,8] ha mostrado que usando movi-
mientos de simulaciones anteriores, en las que se lograron victorias, en lugar
de movimientos aleatorios se puede lograr un mejor rendimiento del método.

Retro-propagacion En este paso el resultado de la simulacién es propagado
en todos los nodos que se recorrieron en el paso de seleccién, incrementado
el nimero de visitas y de vitorias

Estos pasos se repiten hasta que se cumple una condicién de paro, como cierta
cantidad de tiempo, de memoria o cierto niimero de simulaciones. Finalmente se
escoge el movimiento del nodo del primer nivel del drbol con la mejor relacion
entre victorias y visitas.
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2.1. Politicas de seleccion

En cada iteracion del MCTS se decide que nodo del arbol debe visitarse en
cada nivel, esta seleccién es guiada por una politica de seleccion que debe ser
capaz de balancear la explotacién y la exploracién, MABP es un problema que
se enfrenta al mismo dilema. Dado un conjunto de méaquinas traga-monedas
que pueda dar o no una recompensa, y cuya distribucién es desconocida e
independiente del resto, el problema MABP consiste en elegir la maquina para
activar en cada momento de tal manera que se obtenga la mayor recompensa
posible

La seleccion de nodos en MCTS es equivalente a la seleccién de maquinas en
MABP, cada nodo puede verse como una maquina, la cual da una recompensa
cuando obtiene una victoria en su simulacién, y cada visita equivale a una
activacién. Por lo anterior se pueden utilizar los mismos métodos de MABP
en MCTS.

El proceso de seleccion de la maquina traga-monedas se conoce como politica
de seleccién. En un inicio la politica de seleccién consistia en elegir aquella
maquina que en promedio da mas veces una recompensa, sin embargo, se han
propuesto nuevas politicas de seleccion en las que destacan UCB y UCB-T

Upper confidence bounds. Propuesta por Auer [3] para el Multi-Armed
Bandit Problem, establece que la seleccién de la maquina que debe jugarse es
aquella que maximice la ecuacién (1):

Inn
J

donde ¢ = /2, Z es el promedio de las recompensas de la maquina j, n; es el
numero de veces que la méquina j ha sido jugada hasta el momento, y n el
numero total veces que se han jugado todas las maquinas.

UCB puede ser divido en dos términos:

o = Zj, (2)
B Inn 3
B=c TJ (3)

La ecuacién (2) se encarga del proceso de explotacién y la ecuacion (3) del
proceso de exploracién. Durante la ejecucién se puede ver que conforme una
maquina es jugada mas veces, el término de exploracion deja de influir y el de
explotacién incrementa su influencia, lo que permite que UCB explore todas las
maquinas.

Upper confidence bounds tuned. Auer [3] propone UCB-Tuned como una
mejora a UCB, en la cual la maquina a jugar es aquella que tenga el valor
maximo:
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I _ 2Int
‘/j (8) = (S Z‘r?,7> - iC?’S + s ) (5)
T=1

donde s es el nimero de veces que se ha jugado la maquina, ¢ el nimero de veces
que alguna méquina ha sido jugada. Se debe observar que en la ecuacién (5) se
hace uso de la varianza muestral y la constante i en la ecuacién (4) surge del

limite superior de la varianza de una variable aleatoria Bernoulli.

3. Escenario de pruebas

Para realizar el comparativo se hizo uso del framework GGP Base! y los
juegos para dos personas por turnos: Breakthrough y Knightthrough (dos de los
juegos usados en [7,8]).

3.1. GGP-base

GGP-Base es un framework, escrito en Java, que permite el desarrollo de
agentes para GGP, ademds de incorporar un Servidor que permite realizar en-
cuentros entre agentes. GGP-Base puede conectarse a servidores proveedores de
juegos lo que permite probar los agentes desarrollados en distintos escenarios.

3.2. Breakthrough

El juego hace uso de un tablero cuadriculado de nzm. En un inicio las dos
primeras filas de cada jugador contienen peones (ver Figura 2). El objetivo radica
en llevar un pedén a la primera fila del contrincante para ello el pedén puede
moverse una casilla hacia adelante o en diagonal siempre hacia adelante (ver
Figura 2b). El peén puede capturar solamente en diagonal.

Para la investigacién aqui mostrada se uso un tablero de 6 x 6 disponible en
GGP-Base.

! http://github.com/ggp-org/ggp-base
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Fig. 2. Breakthrough 6 x 6.

3.3. Knightthrough

Similar a Breakthrough con la diferencia de que en lugar de usar peones se
usan caballos que se mueven de igual manera que en el ajedrez (ver Figura
3). El objetivo es llevar un caballo a la primera fila del contrincante. Para
la investigacion aqui mostrada se usé un tablero de 8 x 8, de igual manera,
disponible en GGP-Base.

AAAAAAAA
AAAAAAAA
M
1 1
[ I
I T ]
DNDD|D|D|D|D| D v v
DNDD|D|D|D|D| D s
a. Tablero Inicial b. Movimientos

Fig. 3. Knightthrough 8 x 8.

4. Ejecucién y resultados

Para comparar las politicas se crearon dos agentes, uno basado en UBC y
otro basado en UCB-Tuned. Para MCTS en el paso de simulacién se establecié
que se usaran 100 simulaciones por iteraciéon. Para disminuir el sesgo aleatorio, el
analisis se realizé en tres etapas, cada una de las cuales los agentes compitieron
en 1000 juegos de Breakthrough y 1000 juegos Knightthrough, registrando el
numero de vitorias de cada uno de los agentes.

De lo anterior se obtuvieron los resultados mostrados en la Tabla 1. De
los resultados se puede observar que el agente que tiene el mejor rendimiento,
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en términos de victorias, es el basado en UCB-Tuned, ganando en promedio el
60,86 % de las veces en el juego Breakthrough y 78,1 % en el juego Knightthrough.

Tabla 1. Resultados.

Etapa|Breakthrough|Knightthrough
1 392 217
2 397 220
UCB 3 385 223
z 391,333 220,0
o 6,0277 3,0
1 608 786
2 603 780
UCB-TUNED| 3 615 T
z 608,666 781
o 6,0277 4,5825

5. Conclusiones y trabajo futuro

En este articulo se mostré un andlisis comparativo de dos politicas de se-
leccién, UCB y UCB-Tuned, en el contexto de GGP, esto con la finalidad de
determinar, qué politica tiene el mejor rendimiento en términos del nimero de
victorias. Tomando los resultados obtenidos del andlisis comparativo se puede
concluir que la politica de seleccién que tiene mejor rendimiento en GGP, es
UCT-Tuned. El motivo de que UCB-Tuned tenga mejor rendimiento que UCB
puede deberse a que UCB-Tuned hace uso de la varianza muestral para determi-
nar qué méquina debe jugarse, en tanto que UCB solo asume una distribucién
arbitraria.

Se deja como trabajo futuro el uso de otros juegos para determinar si el com-
portamiento de UCB-Tuned se mantiene estable en éstos. Asi mismo se propone
realizar un andlisis utilizando las politicas UCB-V, PAC-UCB, UCB-Minimal y
Minimax Optimal Strategy, con diversas cantidades de simulaciones en MCTS.
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